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Apstrakt. Ovaj istrazivacki rad predstavlja komparativnu analizu razlicitih modela
kreditnog skoringa, fokusirajuci se na poredenje logisticke regresije sa naprednim
modelima masinskog i dubokog ucenja. Kao indikatori performansi modela i osnova za
poredenje njihove efikasnosti bice korisceni tacnost, preciznost, F1, opoziv, Gini i AUC.
Jedan od osnovnih ciljeva ovog rada jeste da na transparentan nacin prikaze efikasnost
razlicitih model i ukaze na njihove prednosti odnosno nedostatke. Za emprijsku analizu
bice koris¢ena ,,Kaggle” baza podataka o ponasanju duznika, a samo modeliranje ée
biti radeno u razvojnom okruzenju PyCharm koristeci Python programski jezik. Jedan
od osnovnih rezultata istrazivanja jeste da su modeli bazirani na dubokom ucenju
daleko efikasniji od ostalih modela, posmatrano kroz prizmu pomenutih indikatora
performansi.

Kljuéne reéi: modeli kreditnog skoringa, logisticka regresija, masinsko uc¢enje, duboko
ucenje.

COMPARATIVE ANALYSIS OF CREDIT SCORING MODELS:
CONVENTIONAL VS MODELS BASED ON MACHINE AND
DEEP LEARNING

Abstract. This research paper presents a comparative analysis of credit scoring models,
focusing on comparing logistic regression with models based on machine and deep
learning. Accuracy, precision, Fl, recall, Gini and AUC will be used as performance
indicators and the basis for comparing model efficiency. One of the main goals of this
research is to transparently compare different models and point out their advantages
and disadvantages. The ,,Kaggle" database on debtor behaviour will be used for
empirical analysis, and the modeling itself will be done in the PyCharm development
environment using the Python programming language. One of the main results of the
research is that models based on deep learning are far more efficient than other models,
viewed through the prism of the mentioned performance indicators.
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1. Uvod

U dana$njem izuzetno dinami¢nom finansijskom okruzenju, koje se sa
jedne strane brzo razvija u smislu usluga koje su ponudene, pruzaoca tih usluga
i kanala preko kojih su ponudene, kao i sa aspekta traznje odnosno potreba
pojedinaca i privrede, modeli kreditnog skoringa igraju klju¢nu ulogu u
odredivanju kreditne sposobnosti trazioca kredita. Efikasni i precizni modeli
kreditnog skoringa su od sustinskog znacaja za (i) finansijske institucije kako bi
minimizirale rizik i maksimizirale prinose, i za (ii) celokupno drustvo, jer dopri-
nose pravicnosti procesa kreditiranja, §to dalje znaci da se svakom pojedincu (ili
pravnom licu) povecava Sansa za dostupnost dodatnih finansijskih sredstava
ukoliko ima potrebu za njima’.

Modeli kreditnog skoringa se koriste za procenu kreditne sposobnosti
pojedinaca (ili pravnih lica) na osnovu analize razliitih relevantnih faktora, kao
Sto su demografske karakteristike (starost, bracni status, i slicno), finansijski
podaci (plata, ostala dugovanja, posedovanje kreditnih kartica i sli¢no), kreditna
istorija i drugi parametri’. Kao rezultat ovih modela dobija se kvantitativna
procena da li ¢e klijent redovno izmirivati obaveze ili postoji rizik da ¢e do¢i do
kasnjenja ili potpune nelikvidnosti®.

Motivacija za ovo istrazivanje proizilazi iz potrebe da se proceni efi-
kasnost tradicionalnih statistickih modela u odnosu na moderne tehnike ma-
Sinskog ucenja (ML) i dubokog ucenja (DL) u kreditnom skoringu. Identi-
fikovanje modela koji poboljSavaju tacnost predvidanja i poboljSavaju procese
donosenja odluka u proceni kreditnog rizika je imperativ, s obzirom na sve vecu
sloZenost i obim finansijskih podataka’.

Razvoj modela kreditnog skoringa je doziveo znacajan napredak u
poslednjih nekoliko decenija. U pocetku, banke su se uglavnom oslanjale na
jednostavne statisicke metode. Logisticka regresija (LR) je bila medu prvim sta-
tisti¢kim tehnikama primenjenim za procenu skoringa®.

Uprkos Sirokoj primeni i prednostima, modeli kreditnog skoringa
suocCavaju se sa nekoliko izazova. Sa jedne strane tradicionalni statisticki modeli
(LR) cesto ne mogu da otkriju kompleksne i nelinearne veze u velikim i razno-
vrsnim skupovima podataka. Nasuprot tome, ML i DL modeli iako nude bolje
performanse, oni su izuzetno slozeni i zahtevaju znacajne racunarske resurse.

? Abel, Bernanke i Croushore (2007), p. 59

? Bozovié, M., (2021), p.3-6

* Abby, W., (2024) p. 3

> Thomas, Edelman i Crook (2004), p. 15-45
® Thomas, Edelman i Crook (2004), p. 35-45
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Drugi znacajan izazov je interpretabilnost ovih modela, §to je klju¢no sa aspekta
prakti¢ne primene, ali i regulative, odnosno uskladenost sa propisima kon-
trolnog tela’.

Ovo istrazivanje daje uporednu analizu razli¢itih modela kreditnog
skoringa. Konkretno, fokus ¢e biti na komparativnoj analizi statistickog modela
- logisticke regresije (LR) i kompleksnijih modela maSinskog ucenja poput
stabla odlucivanja (DT), nasumi¢ne Sume (RF) i na kraju modela dubokog
ucenja - duboke neuronske mreze (DNN). Za uporedivanje modela bice kori-
$¢eni kljucni indikatori uc¢inka kao $to su tacnost, preciznost, opoziv, F1 rezultat
i povrsina ispod krive (AUC). Ovo istrazivanje nastoji da identifikuje prednosti
i slabosti svakog pristupa i pruzi uvid u njihovu prakticnu primenu u procesu
upravljanja kreditnim rizikom®.

Ostatak rada je podeljen na slede¢a poglavlja. U drugom delu bice
predstavljen teorijski i metodoloski okvir ove studije. Nakon toga ¢e u poglavlju
3 biti prezentovane metode poredenja performansi. Zatim ¢e u poglavlju 4 biti
prezentovane kljucne karaterisitke baze podataka, a u poglavlju 5 bice detaljno
prezentovani empirijski rezultati, uklju¢ujuéi poredenja performansi na osnovu
klju¢nih pokazatelja.

2. Teorijski i metodoloski okvir

2.1 Logistic¢ka regresija (LR) predstavlja jednu od najcesce koriS¢enih
statistickih metoda za reSavanje binarnih problema klasifikacije, odnosno za
predvidanje dualnih ishoda. U konkretnom primeru procene kreditnog skoringa,
ovi modeli nalaze Siroku primenu za previdanje ponaSanja duznika, gde postoje
dva moguca potencijalna ishoda, redovno vracanje duga banci ili kriti¢no
kasnjenje’.

Logisticka funkcija, preslikava bilo koji broj realne vrednosti u opseg
[0, 1], §to ga ¢ini pogodnim za procenu verovatnoce. Logisticka funkcija je
definisana kao:

1
P = 1 ¥ e-PBotBix1+Boxst+BnXm

#(1)

Gde su:

Bo — konstanta, odnosno osnovna verovatnoca da ¢e se dogadaj desiti
kada su sve nezavisne promenljive nule

" Baesens, B., et al. (2003), p. 627-635

¥ Barddal, J. P., et al. (2020), p. 4-6

? Agarwal, S., Alok, S., Ghosh, P., & Gupta, S. (2023),p 11-15
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Bi — koeficijenti predstavljaju promenu logit zavisne promenljive
zavisne promenljive za jednu jedinicu promene odgovaraju¢e nezavisne
promenljive, drze¢i sve ostale promenljive konstantnim. Pozitivan koeficijent
povecava log Sanse (a samim tim i verovatnocu), dok ga negativan koeficijent
smanjuje

x; — su prediktori koji se koriste za procenu verovatnoce zavisne
promenljive. U kontekstu kreditnog skoringa, ove promenljive mogu ukljuciti
informacije specificne za zajmoprimca kao S§to su prihod, kreditna istorija,
odnos duga i prihoda, status zaposlenja i drugi (ne)finansijski pokazatelji.

Modeli logisticke regresije se obicno ocenjuju koris¢enjem metode
maksimalne verovatno¢e (MLE), koja pronalazi vrednosti parametara o, i, ...
B. koji maksimiziraju verovatno¢u realizacije  datih podataka. Funkcija
verovatnoée se konstruise iz logisti¢ke funkcije i posmatranih ishoda'”.

Jedna od kljuénih prednosti LR je interpretabilnost. Koeficijenti se
mogu direktno tumaciti u smislu odnosa verovatno¢e i pojedinacnih pro-
menljivih, pruzajuci uvid u vaznost i uticaj svake od njih. Na primer, koeficijent
od 0,5 za dohodak znaci da povecanje prihoda za jednu jedinicu povecava
logaritam Sanse za neizvrSenje obaveza za 0,5, pod pretpostavkom da se sve
ostale promenljive drze konstantnim.

Medutim ta jednostavnost i lako¢a tumacenja, dolaze sa nekim od vaz-
nih nedostataka ovog modela, kao §to su pretpostavka nelinearnog odnosa izme-
du zavisne i nezavnih promenljivih zasnovanog na logistickoj funkciji, §to vrlo
Cesto nije slucaj. Pored toga, performanse LR u velikoj meri zavise od kvaliteta
i inzinjeringa promenljivih.

2.2 Stabla odlucivanja (DT) su modeli koji dele podatke u podskupove
na osnovu vrednosti ulaznih karakteristika. Proces donosenja odluka pred-
stavljen je kroz strukturu nalik stablu gde svaki ¢vor predstavlja osobinu

(atribut), svaka grana predstavlja pravilo odlucivanja, a svaki list predstavlja
ishod'".

Proces funkcioniSe tako S§to se odabira karakteristika koja najbolje
klasifikuje podatke u razlicite grupe. Na osnovu odabranih karakterisitka,
skupovi podataka se dalje dele na podskupove. Ovaj proces se rekurzivno
ponavlja za svaki podskup dok se ne ispuni neki od definisanih uslova kao Sto
su maksimalna dubina stabla ili minimalni broj uzoraka po listu'”.

' Dumitrescu, L., et al. (2022), p. 1182-1186
" Brieman, et al. (1984), p. 280
2 Chang, A.-H., et al. (2022), p.308
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Gini indeks (ili Gini indeks Cisto¢e) meri (ne)cistocu samog cvora:

Cc
Gini =1 — Z p? #(2)
i=1

Gde je p; verovatnoca klase i, a C ukupan broj klasa.

Relativna entropija meri smanjenje entropije nakon S$to se skup
podataka podeli na bazi atributa.

n
dete;
IG = Entropija(roditelj) — Z | | d Entropija(dete;)#(3)
i=1

roditelj|

Informacioni dobitak (IG) meri koliko se ,neizvesnost smanjuje
kada podelimo skup podataka na podskupove na osnovu odredene karakteristike
(atributa). Entropija (roditelj) meri stepen entropije pre podele, dok je sledeca
komponenta u jednacini 3 zapravo prosecna entropija podskupova nakon podele.

c
Entropija = — Z p;log,(p;) #(4)

=1

U formuli 4 definisana je entropija, koja zapravo meri stepen
neizvesnosti u raspodeli podataka. Konkretno time se kvantifikuje stepen
pomesSanosti podataka (visoka entropija znaCi da je heterogenost podatkaa
visoka). Kljucni delovi su:

e (- Broj klasa (npr. pozitivno i negativno kod binarne klasifikacije).
e p; - Verovatnoca pripadnosti uzorka klasi i.

DT modeli su jednostavni za razumevanje i interpretiranje, Sto je
zapravo jedan od faktora za$to su Cesto primenjeni u praksi. Pored toga, stabla
odlu¢ivanja mogu da obuhvate nelinearne odnose izmedu karakteristika i ciljne
promenljive, §to je korisno kada je odnos izmedu promenljivih sloZzen. Takode,
primena RF modela zahteva manje pripreme podataka u poredenju sa drugim
metodama (npr. ne zahtevaju normalizaciju ili skaliranje podataka).

Sa druge strane postoji nekoliko ociglednih nedostataka modela DT,
kao Sto su mestabilnost, pristrasnost i preterano prilagodavanje. Konkretno
male promene u podacima mogu dovesti do potpuno drugacije strukture stabla,
¢ineci stabla odluka manje stabilnim u poredenju sa drugim modelima. Pored
toga DT modeli su skloni pristrasnosti prema klasama koje su dominantne u
uzorku. Tako model moZe zanemariti manje zastupljenu, ali vaznu klasu u uzor-
ku. I na kraju, ¢est problem DT modela je preterano prilagodavanje, §to znaci da
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neki specifiéni podaci (ili Sum u podacima) u trening uzorku mogu biti
zapamceni i mogu uticati na loSe performanse prilikom primene na stvarnim
podacima.

2.3 Nasumicne Sume (RF) pripada ansambl metodama masinskog
ucenja koja funkcioniSe tako §to kombinuje vise stabala odlucivanja, a cilj je da
se pobolj$a taénost i poveéa stabilnost odluka'.

Model RF funkcioniSe tako Sto gradi nekoliko stabala odlu¢ivanja
koriste¢i razlicite podskupove podataka 1 Kkarakteristika. Svako stablo
odlucivanja u celokupnoj strukturi je izgradeno na uzorku iz originalnih poda-
taka, a pri svakom razdvajanju u stablu, slucajni podskup karakteristika se raz-
matra kao potencijalni kriterijum za razdvajanje. Ova nasumi¢nost pomaze u
smanjenju varijanse modela, ¢ine¢i ga robusnijim i manje sklonim preteranom
prilagodavanju',

Konkretno proces kreiranja RF funkcioniSe tako da se iz orginalnog
skupa podataka D metodom ponovnog izvlacenja uzoraka generiSe n novih
uzoraka. Dy = {(x;,v;) | (x;,¥;)D,zai = 1,2,...,n}. Na svakom od ¢vorova
stabla, jedna tj. najbolja karakteristika iz podskupa m iz ukupnog broja ¢
karakteristika je odabrana kao kriterijum za selekciju. Nakon toga, kao i kod DT,
Gini indeks i Entropija se koriste za merenje kvaliteta podele. Takode moze se
koristit IG kako bi se najbolje izmerila podela putem merenja smanjenja
entropije.

Postoji nekoliko klju¢nih prednosti zbog kojih je RF model izuzetno
Siroko rasprostranjen i Cesto primenjivan za reSavanje razliCitih problema. U
poredenju sa DT modelom, RF daje daleko preciznije rezultate jer se
agregiranjem i nalaZenjem proseka rezultata velikog broja stabala dobijaju
tacnija predvidanja.

Medutim, postoji i nekoliko nedostataka ovog metoda. Kombinovanjem
rezultata viSe stabala odludivanja, algoritam postaje sloZeniji i manje
interpretabilan u poredenju sa pojedinacnim stablom odlucivanja, Sto dalje utice
na povecanje vremena analize i zahteva snage radunara'”.

2.4 Duboke neuronske mreZe (DNN) su vrsta masinskog ucenja
nastala inspirisana strukturom i nac¢inom funkcionisanja ljudskog mozga. Sastoji
se od viSe medusobno povezanih slojeva neurona koji zajedno obraduju ulazne
podatke i proizvode izlaze rezultate. Svaki sloj transformise ulazne podatke u

" Breiman, L., (2001), p.7-14
4 Lessmann, S., Baesens, B., Seow, H. V., i Thomas, L. C. (2015), p. 107
" Liu, Y., Huang, F., Ma, L., & Shi, J. (2024), p. 2-6
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sve apstraktnije reprezentacije, omogucavajuci mrezi da nauci slozene obrasce i
16
odnose ™.

DNN se sastoji od ulaznog sloja, nekoliko skrivenih slojeva i izlaznog
sloja. Svaki sloj sadrzi skup neurona (¢vorova) koji obraduju podatke. Veze
izmedu neurona imaju posebne tezine (pondere) koji se prilagodavaju tokom
treninga kako bi se kontinuirano smanjivala greSka izmedu predvidanja i
stvarnih ishoda'’. Na konkretnom primeru kreditnog skoringa, ulazne kara-
kteristike su kreditna istorija, odnos duga i prihoda, status zaposlenja i slicno.
Nakon toga aktiviraju se skriveni slojevi koji transformisu ulazne podatke u
pomenute apstraktne reprezentacije. Svaki neuron u skrivenom sloju obavlja
prora¢un koji uklju¢uje ponderisani zbir ulaza praéenih funkcijom aktivacije'®.

U jednacini ispod % predstavlja autput neurona i u sloju /
h = F(&;wi P + bP)#(5)
gde su: wij(I-1) je tezina veze izmedu neurona j iz sloja 1-1 i neuronai iz slojal;
hj(I-1) rezultat neurona j iz prethodnog sloja; bi(l) pristrasnost neurona; f
funkcija aktivacije transformise linearnu kombinaciju ulaza (elementi unutar
zagrade) u izlaz.

Funkcije aktivacije odreduju rezultat neurona i uvode nelinearnost u
mrezu, ¢ime joj se daje mogucnost da nauci slozene procese. Sigmoidna
funkcija se Cesto koristi, a njena reSenja se krec¢u u intervalu od 0 do 1, §to je
izuzetno pogodno za probleme, poput kreditnog skoringa, gde se rezultat inter-
pretira kao verovatnoc¢a'’. Ispravljaé ReLU je popularna za skrivene slojeve u
DNN-ovima zbog svoje jednostavnosti i moguénosti da mreza uci brze i bolje
radi sa velikim skupovima podataka®.

DNN su pogodne sa modeliranje slozenih, nelinearnih odnosa i
interakcija izmedu karakteristika, §to dovodi do visoke preciznosti predvidanja.
Pored toga, DNN mogu da se koriste na razliitim tipovima podataka, kako
struktuiranim tako i na nestruktuiranim podacima, poput slika, govora, video
materijala i sli¢no®'.

Ipak evidentno je postojanje nekoliko klju¢nih nedostataka, prvenstveno
to da je proces modeliranja DNN-a manje transparentan i dosta komplikovan u

'® Hayashi, Y. (2022), p. 4-12

" LeCun, Y., Bengio, Y. and Hinton, G. (2015), p. 5-9
'8 Chang, A.-H..et al. (2022), p. 310

' Shi, S. T., (2022), p. 14331

% Mestiri, S., (2024), p. 243

! Chang, A.-H..et al. (2022), p.312
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poredenju sa ostalim modelima, §to otezava tumacenje rezultata i njihovu
validaciju, pogotovo ako govorimo u kontekstu regulatornog tela. Pored toga
sam proces izracunavanja moze vremenski biti izuzetno zahtevan. Na kraju,
DNN, slicno DT i RF modelima, ¢esto pate od preteranog prilagodavanja
ukoliko su podaci za obuku mali ili sadrze neki um®.

3. Merenje performansi modela

Metrika koja se koristi za analizu i rangiranje performansi modela
kreditnog skoringa je od kljuénog znacaja kako bi se procenilo koji model
najbolje funkcioniSe, odnosno koji model najtacnije procenjuje duznike koji
ne¢e mocéi da otplate dugovanja. Modeli kreditnog skoringa se obic¢no
procenjuju koriS¢enjem razlic¢itih indikatora performansi koje pruzaju uvid u
njihovu tacnost i diskriminatornu sposobnost. Ovi indikatori pomazu
finansijskim institucijama da donesu odluku o odabiru modela.

Tacnost se racuna kao odnos ta¢no predvidenih i ukupnog broja
predvidanja. Ovaj indikator pruza osnovnu meru ukupne ispravnosti modela. U
jednacini ispod, TP (engl. True Positive) predstavlja predvidanje u kojim model
tatno predvidi slucajeve koji zaista nisu otplatili kredit. TN (engl True
Negative) je kada model tacno predividi one koji uredno placaju svoj kredit. FP
(engl. False Positive) su slucajevi gde je model predvideo bankrot u slucajevima
gde se to nije deslio. I na kraju, FN (engl. False Negative) su pogresna
predvidanja da nece doc¢i do bankrota u slu¢ajevima kada duznik zapravo dozivi
bankrot™.

) TP + TN
Tatnost = F TNy FP+ AN (O

Iako je taCnost jednostavna metrika, ona moze biti problemati¢na u
skupovima podataka gde broj klijenata koji su bankrotirali i onih koji nisu, nije
izbalansiran. Na primer, ako skup podataka ima 95% sluCajeva koji nisu
bankrotirali, model koji uvek predvida da nema bankrota ¢e posti¢i ta¢nost od
95%, iako ne uspe da identifikuje nijedan slucaj klijenata koji je bankrotirao.

Preciznost meri tacnost pozitivnih predvidanja napravljenih od strane
modela. Oznacava koliko je od predvidenih slucajeva bankrota =zaista
bankrotiralo. Preciznost je klju¢na kada su troSkovi pogresnih pozitivnih
rezultata visoki, odnosno slucajeva u kojima je odbijen kreditni zahtev
traziocima koji su sposobni za vracanje kredita®.

** Edunjobi, T. E., et al. (2024), p. 101
» Zou, Y., & Gao, C. (2022), p.10
** Mestiri, S. (2024), p. 243
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TP
TP+FP #(7)

Opoziv meri sposobnost modela da ispravno identifikuje sve sluCajeve kada
dode do bankrota i ukazuje na proporciju realizovanih bankrota koji su
predvideni kao problematicni platioci. Opoziv je od sustinskog znacaja kada su
troskovi pogresnih negativnih odluka visoki, kao §to je odobravanje kredita
visokorizi¢nom duzniku za koji postoji verovatnoéa da neée platiti kredit™.

Preciznost =

T
TP+ FN #®)

F1 rezultat je sredina Preciznosti i Opoziva, ¢ime se obezbeduje
ravnoteza izmedu ove dve metrike. Time F1 biva korisni pokazatelj kada postoji
neujednacena distribucija klasa. F1 rezultat je posebno bitan u situacijama kad
su pogresno pozitivna i negativna predvidana dominantna. Sto dalje znaci da je
izuzetno korisna mera prilikom analize gde je neophodno posti¢i kompromis
izmedu Preciznosti i Opoziva.

Opoziv =

Preciznost X Opoziv
Fl=2x Preciznost + Opoziv#(g)

AUC - ROC (engl. Area Under Curve - Reciever Operating
Characteristics) koeficijent predstavlja zapravo oblast ispod ROC krive.
Koriste¢i primer modela kreditnog skoringa predstavlja procenu sposobnosti
modela da pravi razliku izmedu slucajeva koji su bankrotirali i onih koji nisu.
Vrednost ovog koeficijenta se krece od 0 do 1, gde 0,5 oznacava da nema
diskriminatorne mo¢i, odnosno da je predvidanje bazirano na slu¢ajnom hodu, a
1 predstavlja slu¢aj u kom model savrSeno predvida bankrot, odnosno regularno
vra¢anje kredita®. U jednagini ispod, TPR (engl. True Positive Rate) predstavlja
tacno klasifikovane pozitivne slucajeve, odnosno procenat klijenata koji zaista
nece vratiti kredit koje je model ta¢no predvideo.

1
AUC — ROC = J TPR(x) #(10)
0
Gini koeficijent je mera nejednakosti ili koncentracije, koja se obi¢no
koristi za procenu diskriminatorne moc¢i modela kreditnog skoringa i usko je
povezan je sa AUC-ROC

Gini = 2 x AUC-ROC — 1#(11)

Gini koeficijent se kre¢e od -1 do 1, pri ¢emu O oznacava da nema
diskriminacije, a 1 ukazuje na savrSenu diskriminaciju. Ve¢i Gini koeficijent

* Chang, A.-H..et al. (2022), p.313
2% Mestiri, S. (2024), p. 243
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ukazuje na bolje performanse modela u razlikovanju izmedu slucajeva koji su
bankrotirali i onih koji redovno ispunjavaju svoje obaveze®'.

4. Baza podataka

Za ovo istrazivanje koristicemo skup podataka iz ,Kaggle* baze
podataka ,,Give Me Some Credit®, koji je javno dostupan. Ovaj skup podataka
je Siroko priznat resurs za istrazivanje kreditnog skora i sadrzi niz karakteristika
koje su relevantne za procenu kreditnog rizika. Skup podataka pruza istorijske
podatke o zajmoprimcima, ukljucujuéi njihovu finansijsku metriku i kreditno
ponaSanje, koji se mogu koristiti za izgradnju prediktivnih modela za
odredivanje verovatnoce da klijent nece vratiti kredit. Skup podataka ,,Give Me
Some Credit* se sastoji od 150.000 redova i 11 kolona. Svaki red odgovara
pojedinatnom duzniku, a svaka kolona predstavlja razlicite karakteristike tj.
promenljive povezane sa demografskim karakteristikama i finansijskim
profilom duznika. Primarni cilj je da se predvidi da li ¢e duznik tokom perioda
kreditiranja upasti u finansijske probleme koji ¢e uzrokovati kriti¢no kasnjenje u
izmirenju obaveza.

Tabela 1. Pregled promenljivih u bazi podataka

Promenljiva Opis Tip

Kriti¢no kasnjenje Kasnjenje duze od 90 dana u poslednje dve | Broj
godine

Ostala neosigurana Odnos ostalih ukupnih dugovanja u Procenat

dugovanja odnosu na kreditni limit

Starost Starost duznika izraZzena u godinama Broj

Kasnio do 60 dana Broj kasnjenja do 60 dana u poslednje dve | Broj
godine

Odnos duga Ukupan dug podeljen sa mese¢nim prihodom Procenat

Godisnja zarada Godisnja zarada Broj

Broj kredita i kreditnih | Broj kredita i kreditnih linija Broj

linija

Kasnio 90 i duze Broj kasnjenja do 90 dana u poslednje dve | Broj
godine

Broj hipotekarnih Broj hipotekarnih kredita Broj

kredita

Kasnio izmedu od Broj dana kasnjenja od 60 do 90 dana u | Broj

60 do 90 dana poslednje dve godine

Broj ¢lanova Broj ¢lanova porodice koji zavise od Broj

porodice trazioca kredita

*7 Chang, A.-H., et al (2022) p.310-312
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Razumevanje distribucije i karakteristika podataka je klju¢na za
izgradnju efektivnih modela kreditnog ocenjivanja. Ispod je saZzetak opisne
statistike za svaku funkciju u skupu podataka.

Tabela 2. Deskriptivna statisitka

Promenljive Broj Srednja | Standardna | Minimum | Maksimum
opservacija | vrednost | devijacija

Kriti¢no 150000.00 0.07 0.25 0.00 1.00

kasnjenje

Ostala 150000.00 6.05 249.76 0.00 50708.00

neosigurana

dugovanja

Starost 150000.00 52.30 14.77 0.00 109.00

Kasnio do 60 150000.00 0.42 4.19 0.00 98.00

dana

Odnos duga 150000.00 353.01 2037.82 0.00 329664.00

Godisnja zarada | 120269.00 6670.22 14384.67 0.00 3008750.00

Broj kredita i 150000.00 8.45 5.15 0.00 58.00

kreditnih linija

Kasnio 90 i 150000.00 0.27 4.17 0.00 98.00

duze

Broj

hipotekarnih 150000.00 1.02 1.13 0.00 54.00

kredita

Kasnio od

60 do 90 dana 150000.00 0.24 4.16 0.00 98.00

Broj €lanova 146076.00 0.76 112 0.00 20.00

porodice

Izvor: Baza ,,Give me some credit” iz Kaggle

Posmatraju¢i promenljive i njihove raspodele u tabeli 2 evidentno je
nekoliko nedostataka, koji ukazuju na neophodnost dalje transformacije, kako bi
rezultati bili smisleniji i relevantniji:

e Ostala neosigurana dugovanja, mese¢ni dohodak i odnos duga pokazuju
izuzetnu zakrivljenost zbog prisustva ekstremnih vrednosti. Stoga je u
cilju smanjenja zakrivljenosti, neophodno limitirati ekstremne vrednosti
koris¢enjem neke od adekvatnih tehnika. U ovom radu konkretno je
koriS¢ena ,,winzorizacija" (engl. Winsorizing).

e Mesec¢ni dohodak i broj ¢lanova domacinstva imaju veliki broj
nedostaju¢ih vrednosti. Ovo je pogotovo problem kod promenljive
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mesecnog dohotka jer je ona od esencijalnog znacaja za analizu, tako da
¢emo primeniti tehniku imputacije srednje vrednosti uzorka.

e Na kraju zavisna promenljiva, (kasSnjenje duze od 90 dana) pokazuje
izuzetno neizbalansiranu strukturu. Samo 6,68% trazilaca kredita ima
neizmirivane obaveze. Ova neravnoteza ¢e svakako biti u fokusu tokom
istrazivanja i bi¢e primenjena SMOTE (engl. Synthetic Minority
Oversampling Technique) tehnika kako bi observacije koje su manje
zastupljene u uzorku bile adekvatno tretirane.

5. Empirijski rezultati. Nakon inicijalne pripreme i prilagodavanja
podataka u svrhu dalje empirijske analize, u narednom koraku, prethodno
objasnjena Cetiri modela, logisticka regresija (LR), nasumi¢ne Sume (RF), stabla
odlucivanja (DT) i duboke neuronske mreze (DNN) bi¢e analizirana i medu-
sobno uporedena po principu efikasnosti. Za analizu Ce biti kori§¢en programski
jezik ,,Python“ i to konkretno ,,PyCharm® programsko okruzZenje koje nudi
optimalne uslove za efikasnu analizu. Osnova, odnosno metrike za evaluaciju
bic¢e tacnost, Fl-rezultat, oblast ispod krive (AUC), opoziv, preciznost i Gini
koeficijent, Ciji su teorijski okrviri takode objasnjeni u prethodnom delu.

Logisticka regresija daje pri¢ino solidne rezultate ukupno gledano. Ako
pak detaljnije analiziramo AUC krivu (plava linija) u poredenju sa slu¢ajnom
kretnjom (isprekidana crna linija) daleko je superiornija (slika 1). Medutim,
¢injenica da se bavi isklju¢ivo jednostavnim vezama ogranicava sposobnost da
opise sloZene odnose u skupu podataka.

Slika 1. AUC kriva logisticke regresije
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Nasumicne Sume (RF) pokazuju znacajno vecu prediktivnu mo¢ u
poredenju sa logistickom regresijom, a po nekim parametrima (AUC i Gini) ¢ak

* Niu, A., (2020), p. 4
40



Ekonomske ideje i praksa 57 (2025) 29-45

i od stabla odlucivanja (tabela 3). Izuzetno visoka vrednost AUC (slika 2) i Gini
koeficijenta pokazuje efikasnost, odnosno naglasava robustnost modela,
pogotovo kada se radi o modeliranju nelinearnim obrascima i interakcijama
izmedu promenljivih.

Slika 2. AUC kriva modela nasumicnih Suma
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Pogresno pozitivna stopa

Model stabla odluc¢ivanja nadmasuje, logisticku regresiju i nasumic¢ne
Sume, po preciznosti, tacnosti, F1 i opozivu (tabela 3). Medutim ovaj model ima
tendenciju preteranog prilagodavanja, §to moze smanjiti njegovu efikasnost u
manjim skupovima podataka. Ipak treba dodati da se ovaj efekat moze
elegantno smanjiti (mozda i potpuno eliminisati) koriste¢i tehniku pojacavanja
(engl. Boosting).

Tabela 3. Empirijski rezultati

Model Tacnost | F1 AUC Opoziv Preciznost | Gini
Logisticka | ;¢ 9000 | 76.91% | 0.8528 | 76.82% | 76.99% 0.7055
regresija

glfl‘émm“e 88.95% | 88.88% | 0.9553 | 88.25% | 89.51% 0.9106
Drvo = 1935000 | 93.61% | 09358 | 94.03% | 93.19% 0.8716
odlucivanja

DNN 96.11% | 96.03% | 0.9906 | 94.06% | 98.09% | 0.9813

Duboka neuronska mreza pokazuje najbolje performanse po svim
metrikama. Ovi rezultati naglaSavaju sposobnost DNN-a da uhvati sloZene,
nelinearne odnose unutar podataka, iako po cenu povecane sloZenosti i sma-
njene transparentnosi. PodeSavanje hiperparametara, dizajn arhitekture i paz-
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ljivo rukovanje prekomernim prilagodavanjem su od sustinskog znacaja da bi se
u potpunosti iskoristio potencijal DNN-a.

Ukupno gledano mozemo izvuéi tri klju¢na zakljucka analize:

1. Tradicionalni modeli, koji su danas najzastupljeniji u praksi,
predstavljaju dobru osnovu za analizu kreditnog skoringa, pogotovo
zbog svoje jednostavnosti tumacenja. Medutim, upravo to i jeste
znacajan ogranicavaju¢i faktor, jer nije moguce predstaviti
kompleksne veze.

2. Napredni modeli pokazuju jasnu dominaciju u odnosu na logisticku
regresiju prema skoro svim metrikama. Pogotovo je DNN model
potvrdio svoju dominaciju u odnosu na sve ostale, Sto definitivno
ukazuje na opravdanost ukljucivanja istih u analize ukoliko je cilj
poboljsanje predvidanja i ta¢nosti (tabela 3).

3. Ipak, posmatrajuci obe dimenzije, jednostavnost i transparentnost sa
jedne strane, kao i tacnost i preciznost sa druge, najlogi¢nije reSenje
je hibridna verzija, odnosno integracija i koriS¢enje prednosti obe
strane.

6. Zakljuéak

Prethodno izneto poredenje modela logisticke regresije, stabla
odluc¢ivanja, nasumi¢ne Sume i dubokog ucenja, koris¢enjem neke od metrika
evaluacije (tacnost, preciznost, gini, F1, opoziv i AUC) predstavlja vaznu
polaznu osnovu za promenu dominantne pozicije jednostavnih modela kre-
ditnog skoringa u bankraskoj praksi. Obzirom da je logisti¢ka regresija pokazala
inferiornost u odnosu na sve ostale modele po skoro svim kriterijumima lako
mozemo do¢i do zakljucka da i u praksi napredni modeli mogu povecati
efikasnost kreditnog skoringa, $to dalje ima prakti¢ne implikacije na poboljSanje
upravljanja rizicima u bankama i drugim finansijskim institucijama.

Ipak u svrhu Sire prakticne primene, ovoj studiji treba dodati jo$
nekoliko dimenzija ¢ime bi rezultati 1 zakljuéei bili robusniji. Prva je proSirenje
baze podataka koja Ce biti koriSCena za treniranje i testiranje modela, po vise
kriterijuma. Tu se misli na ukljucivanje podataka iz razlicitih drzava ¢ime bi se
dobila geografski diverzifikovan pogled. Nakon toga bi trebalo ukljuciti
nestruktuirane podatke u analizu kako bi se pokusali uhvatiti uticaji koji nisu
identiﬁgovani do sada zbog nedostatka podataka i mogucnosti da se ana-
liziraju™.

* Talaat, F. M., et al.,(2023), p. 4-7
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Druga vazna dimenzija i pravac prosirenja jeste ukljuCivanje modela
generativne vestacke inteligencije (GAN, VAE, LSTM i sli¢ni) u analizu ¢ime
bi se znacajno doprinelo ,,0bogacivanju” podataka sa dimenzijama koje su
obi¢no u realnom uzorku rede zastupljene.

Poslednja, trec¢a vazna dimenzija jeste interpretabilnost i transparentnost
samih modela. lako je klju¢na prednost statistickih modela upravo
jednostavnost i razumljivost, upravo to je vazan nedostatak naprednih modela
masinskog i dubokog ucenja. Razvijanje objasnjivih metoda veStacke inte-
ligencije, kao $to su SHAP ili LIME, moze da odgovori na zabrinutost oko
interpretabilnosti slozenih modela i da doprinese vecoj transparentnosti™.

Na kraju, treba reci da je ovo istrazivanje na pravi nacin istaklo vaznost
inovativnih i modernih modela koji su postali dostupni napretkom tehnologije, i
ukazuje da njihova primena moze doprineti kvalitetnijem upravljanju rizika®'.
Stoga bi trebalo raditi na ostalim komponentama, pored istrazivanja, kao Sto je
regulativa, kako bi se ovi modeli mogli primenjivati u praksi.
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